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基于LSTM特征提取的有限新息率畸变信号重构

刘 狄 1，钱 慧 1，王中风 2
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摘 要： 有限新息率（Finite Rate of Innovation，FRI）采样利用已知的信号波形结构实现信号的亚奈奎斯特率采

样，在宽带信息系统应用中具有广泛的前景 . 但是，在实际的信息系统中，信号波形结构常常因噪声、远距离传输等非

理想因素而发生畸变，从而导致FRI重构失败 . 本文依据波形再生的原理，提出了一种基于长短时记忆（Long and Short-
Term Memory，LSTM）自动编码器的FRI重构方法 . 该方法利用LSTM自动编码器取代FRI采样系统中的采样核函数，通

过离线训练获取畸变信号的未知波形结构，从而将波形序列投影为狄拉克特征序列，实现了波形畸变信号的FRI采样及

重构 . 结果表明，本文的方法可以借助经典的零化滤波器有效地重构由于多径效应而发生畸变的FRI波形信号 .
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Reconstruction of Distorted Signal with Finite Innovation Rate Based
on LSTM Feature Extraction
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Abstract： The finite rate of innovation(FRI) samples signal at rate of sub-Nyquist rate by using the known waveform
structure, which has a wide application prospect in wideband information systems. However, in the real-world information
system, the signal waveform structure is often distorted by the non-ideal factors, such as noise and long-distance transmis⁃
sion, which leads to fail to reconstruct the FRI waveform. According to the principle of waveform regeneration, an FRI re⁃
construction method based on long and short-term memory(LSTM) is proposed in this paper. This method replaces the sam⁃
pling kernel of FRI sampling system by an automatic LSTM encoder, and the distorted waveform with unknown structure is
obtained by off-line training. Thus, the waveform sequence is projected to a Dirac signature sequence. The FRI sampling
and reconstruction of waveform distortion signal are realized. The results show that the proposed method can effectively re⁃
construct the FRI signals, which distorted by the multipath effect, by exploiting the standard annihilating filter.

Key words： Sub-Nyquist sampling；finite rate of innovation(FRI)；waveform reproduction；long and short-term
memory(LSTM) encoder；annihilation filter(AF)

1 引言

近年来，随着信息技术的飞速发展，虚拟现实、自

动驾驶等新兴的技术层出不穷，信息系统的处理带宽

不断向宽发展 . 然而，依据经典的香农采样定理，信息

系统的最低处理速率必须大于信号的两倍带宽，这给

信息的捕获、传输和存储都带来了严峻的挑战［1］. 近三

十年以来，利用信号的先验信息，如信号的波形结构，

以低于信号两倍带宽的采样速率采集和处理信号的方

法成为研究领域的重点课题 . 研究学者们陆续提出了

有限新息率采样（Finite Rate of Innovation，FRI）［2~4］、压
缩采样（Compressive Sampling，CS）［5］等现代采样方法 .
其中，FRI依据信号的自由度（Degree of Freedom，DoF）
而不是信号的带宽采集信号，可以以远低于Nyquist率
的采样速率采集信号所携带的信息 . 目前，FRI已经在

超宽带信号系统、雷达系统等领域展现出了巨大的应

用前景［6］.
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经典的 FRI采样方法以信号波形结构先验已知为

基础，利用 Sinc或高斯采样核函数在采集前端提取信

号的参数信息 . 在理想条件下，FRI可以利用零化滤波

器［7］、子空间［8］等现代谱估计方法无失真再生波形信

号 . 但是在真实的物理世界中，受噪声、非线性效应等

非理想因素的影响，信号的波形结构往往会发生一定

的变化，从而导致FRI的重构性能急剧下降 . 为了增强

FRI采样系统的鲁棒性，研究者们陆续提出了 Cadzow
降噪［9］、波形再生［10］、模型匹配［11］等一系列优化重构的

方法 . 这些研究都是以高斯白噪声为基础，噪声信号与

原始波形结构不相干 . 而在实际的通信系统中，信号的

波形结构常常会受非线性放大、传输延迟等多种因素

的影响，导致多个脉冲相互重叠，从而产生严重的畸

变 . 当输入信号的波形畸变达到一定程度时，特别是波

形展宽导致前后两个脉冲重叠时，FRI基本无法重构原

始波形信号 . 因此，波形结构未知条件下的FRI重构成

为FRI研究领域的难点 .
利用已知函数的线性组合对信号波形进行拟合再

生是目前 FRI研究领域解决波形结构未知的主要方

法 . 2016年，Dragotti等人［12］利用指数再生核拟合 FRI
信号波形，利用原始信号的部分傅里叶系数重建原始

信号的小波系数，该方法要求输入脉冲必须满足小波

稀疏的前提条件，因此重构方法的复杂度相对较

高 . 2017年，Vetterli等人［13］提出基于有限个洛伦兹函

数的拟合方法，可以有效重构脉宽可变的 FRI信号，该

方法可以分别设置脉冲波形的脉宽参数，从而可以拟

合现有信息系统大部分波形 . 2018年，Nagesh等人［14］

利用多种不同阶次的高斯函数组合对心电信号进行了

拟合，实现对复杂、时变自然信号的有效重构 . 以上这

些方法都需要预先设定拟合波形函数的阶次、带宽等

基本信息，所消除的波形畸变程度有限 . 而且在实际的

通信系统中，大多数信号是具有一定的时变特性的平

稳信号，固定的波形拟合方法将无法解决时变情况下

的波形具有多种畸变模式的问题 .
为了改善波形畸变情况对重构方法的影响，本文

提出利用深度神经网络（Deep Neural Network，DNN）的

学习 FRI畸变波形信息，提升畸变 FRI信号的重构性

能 . 近年来，研究者们开始探索利用DNN提升噪声中

FRI重构性能的方法 . 文献［15］和文献［16］探索了基

于卷积神经网络（Convolutional Neural Networks，CNN）
的含噪 FRI信号的重构问题 . 文献［17］讨论了极低信

噪比下 FRI信号的残差神经网络（Residual Neural Net⁃
works，RNN）的重构方法 . 基于DNN的FRI重构方法的

研究刚刚兴起，据悉，目前尚未有文献讨论波形畸变

FRI信号的DNN重构问题 . 本文首次提出以长短时记

忆（Long and Short Term Memory，LSTM）网络为基础构

建面向畸变 FRI信号采集的自动编码器（Auto Encod⁃
er，AE），将发生畸变波形的亚奈奎斯特率样本转化为

狄拉克特征序列，利用基于Cadzow降噪的零化滤波器

（Annihilating Filter，AF）算法重构 FRI信号的未知参

数，重构Nyquist样本 . 本文的主要贡献如下所述 .
（1）针对FRI信号由于多径效应而造成的波形结构

改变问题，提出一种基于模板匹配的LSTM特征提取方

法，通过设计基于 LSTM的AE，建立 FRI信号与其特征

序列之间的映射模型，从而在信号波形发生畸变后，获

得最优模板匹配系数 .
（2）针对 FRI信号的畸变问题，依据理想脉冲与畸

变脉冲之间的相互关系，构建畸变 FRI信号模型 . 之
后，依据 FRI畸变模型的线性回归特性，构建基于多层

LSTM网络的AE，通过离线训练和在线推理的模式，实

现畸变FRI信号的实时采集及重构 .
2 问题的提出

2. 1 有限新息率采样

考虑一个带宽为BW Hz，新息率为 ρ = 2K/Tτ的波形

信号 x(t). 该信号可以表示为

x(t)=∑
pÎZ
∑
k = 0

K - 1

ckφ ( )t - tk - pTr （1）
其中，{ckl }

K - 1
k = 0 和{tkl }

K - 1
k = 0 分别为信号的幅度参数和位置

参数；φ(t)表示信号的波形成型函数；Tτ为原始信号的

周期 . 显然，当FRI信号的波形结构已知时，FRI信号可

以由K个幅值参数与K个时延参数唯一确定 .
在 FRI采样系统中，通常采用一个带宽为 B ≥ ρ的

采样核函数φ* (×)对输入信号 x(t)进行滤波处理，然后以

fs ≥ 2B的速率对滤波后的信号 y(t)进行采样，获得长度

为N的Sub-Nyquist样本 yn，即

yn = x(t)φ* (t/Ts - n)

=∑
pÎZ
∑
k = 0

K - 1

ckδ(t - tk - pTτ )*φ(t)*φ* (t/Ts - n)
（2）

令φ′ (t/Ts - n)= φ(t)*φ* (t/Ts - n)，式（2）可以表达为

yn =∑
pÎZ
∑
k = 0

K - 1

ckδ(t - tk - pTτ )*φ′ (t/Ts - n) （3）
当输入信号波形结构 φ(×)已知时，可以通过设计

φ* (×)，使得 φ′ (×)成为 Sinc 函数 . 由于 N = Tτ /Ts，式（3）可

以表示为

ySinc
n =∑

pÎZ
∑
k = 0

K - 1

ck Sinc(t/n - tk -Np) （4）
依据信号的周期性，对式（4）进行傅里叶级数展

开，可以得到

ySinc
n = ∑

m =-M/2

M/2 - 1∑
k = 0

K - 1

ck exp
æ

è
ç
çç
ç

ö

ø
÷
÷÷
÷j2πm

tk

Ts

exp ( )j2π
mn
N

（5）
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显然 ySinc
n 是包含幅度参数 {ckl }

K - 1
k = 0 和时延参数

{tkl }
K - 1
k = 0 的特征序列 . 由式（5）可知，通过谱估计方法可

以从 ySinc
n 中获得样本中的幅度参数和时延参数的有效

估计，并依据已知信号结构再生原始信号波形 x(t).
2. 2 波形畸变与FRI信号重构

信号波形结构先验已知是 FRI采样系统获得成功

重构的必要条件之一 . 然而，在实际的信息系统中，如
超宽带、雷达等，FRI信号的波形结构往往因传输环境
的影响而产生畸变 . 如图 1（a）所示，原始的FRI信号经
过采样后得到的样本可以利用谱估计方法获得FRI信号
各个脉冲的时延和幅度信息 . 图 1（b）显示，由于多径效
应产生的一路回波使得原始信号的波形发生畸变，最终
重构结果与原始信号参数存在一定的偏差 .

3 基于深度神经网络的FRI采样系统

本文将波形畸变信号视为波形结构未知的信号，

依据模型匹配的思想，分析基于深度神经网络的波形

畸变FRI信号特征序列 ySinc
n 的提取方法 .

3. 1 基于深度神经网络的FRI模型匹配

图 2显示了基于模型匹配的FRI重构系统 . 当信号

波形函数满足广义 Strang-Fix条件时，可以依据再生采

样的基本原理［10］，构建B样条指数再生采样核函数，即∑
nÎZ

βnφ′ (t/Ts - n)= tm （6）
其中，βn = tm φ͂′ (t/Ts - n) （φ͂′是φ′的双正交函数）.

令∑
nÎZ

βmnφ′ (t/Ts - n)= tm，m = 012M - 1，利 用

匹配模型参数 βmn，将式（3）所示采样样本 yn 映射为特

征序列，即

ySinc
m =∑

n

βmn yn （7）

当 FRI信号波形结构先验已知时，可以设定 B样

条阶数 m，获得已知波形结构的采样核再生参数 βmn.
但是，当信号波形发生畸变以后，信号的波形结构未

知，此时无法获得再生采样核的匹配参数βmn. 定义θ为

FRI信号幅度参数和时延参数的集合，构造函数 fθ，即

ŷSinc
m = fθ (Wbyn ) （8）

其中，W为输入样本和估计特征序列 ŷSinc
m 之间的加权系

(a) 无畸变信号的参数估计

(b) 畸变信号的参数估计

图1 波形畸变示意图

采样核 匹配 重构( )t

s rf N T=

( ),

m

m n

m

t n t  − =

ny

 ,k kt c  ˆ ˆ,k kt c

( )t −

 

图2 基于模型匹配的FRI重构
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数，是对βmn的近似；b是偏置项 .
通过最小化代价函数（如式（9）所示）训练深度神

经网络，从而获得包含幅度参数和时延参数的参数集

合 θ，即

J (θ)=
1
M∑m = 0

M - 1

 ySinc
m - ŷSinc

m

2
（9）

3. 2 网络的FRI采样系统

依据上一小节的分析，本文构建基于深度神经

网络的 FRI采样系统 . 如图 3所示，该系统主要包括

离线训练和在线推理两个部分 . 在离线训练中，采

样系统利用 FRI采样系统所获得的畸变信号样本库

构建训练集合，获得 Sub-Nyquist样本和特征序列之

间的映射系数集合 . 在获得特征映射集合后，FRI采
样系统利用深度神经网络所获得的最优映射系数，

将采样样本映射为特征序列，之后利用基于 Cadzow
降噪的 AF方法重构原始无畸变 FRI信号 .

4 基于 LSTM自编码器的 FRI畸变信号采

样及重构

本节通过构建畸变FRI信号的基本模型，确定畸变

信号的特征序列是原始信号多个不同时延副本的加权

和，因此考虑利用 LSTM网络构建自动编码器，获得畸

变FRI的特征序列估计 .
4. 1 畸变FRI信号模型

由于 FRI畸变信号是多个已知脉冲在不同时延副

本的加权和，在实际场景中存在回波的情况而引发多

径效应，因此可以将畸变FRI信号 x'(t)表示为

x′ (t)= x(t)+∑
i = 0

I - 1

ai x(t - ti )=∑
pÎZ

æ

è
ç
çç
ç

ö

ø
÷
÷÷
÷∑

k = 0

K - 1

ckφ(t - tk - pTτ ) +∑
i = 0

I - 1

ai

æ

è
çççç

ö

ø
÷÷÷÷∑

k = 0

K - 1

ckφ(t - tk - ti - pTτ ) + ε(t) （10）
其中，I表示共有 I条路径反射原始FRI信号；ai表示第 i

条路径的反射系数；ti 表示第 i条路径的延时；ε(t)为加

性高斯白噪声 .

将式（10）所示畸变FRI信号送入FRI采样系统，依

据式（2）和式（3），在采样时刻 n，定义 nl = Tτ /Ts，采样系

统获得Sub-Nyquist采样样本可以表示为

yn =∑
pÎZ

æ

è
çççç

ö

ø
÷÷÷÷∑

k = 0

K - 1

ckδ(t - tk - pTτ ) *φ(t)+∑
i = 0

I - 1

ai

æ

è
çççç∑

k = 0

K - 1

ckδ(t - tk - ti - pTτ )
ö

ø
÷÷÷÷ *φ(t)*φ* (t/Ts - n)+ ε(t/Ts )

=∑
pÎZ

æ

è
çççç

ö

ø
÷÷÷÷∑

k = 0

K - 1

ckδ(t - tk - pTτ ) *φ′ (t/Ts - n - nl )+∑
i = 0

I - 1

ai

æ

è
çççç∑

k = 0

K - 1

ckδ(t - tk - ti - pTτ )
ö

ø
÷÷÷÷ *φ′ (t/Ts - n - nl )+ ε(t/Ts )

（11）

其中，第 1项是确定 FRI信号特征序列的主要依据，而

后面的第 2项则可以认为是引发 FRI信号波形畸变的

干扰项 . 显然，可以通过深度神经网络获得第 1项和干

扰项的匹配系数β 0
mn和{β l

mn }L - 1
l .

4. 2 面向FRI重构的LSTM网络结构

本文考虑利用 LSTM网络对 FRI畸变信号进行

编码，提取信号的特征序列，并通过最小化式（9）所

示的代价函数来训练网络参数 . 如图 4所示，LSTM
网络模型由输入层、LSTM层、全连接层与输出层组

成 . 网络的输入为 FRI采样获得的样本 yn，采样样本

的长度为 N = 4K + 1. LSTM层由若干个 LSTM单元构

成，主要学习样本 yn 中所包含的隐含特征 . 全连接

层将 LSTM层所学习的波形特征进行映射并降维，

并由输出层输出 LSTM网络所估计的特征 . LSTM模

型 f (Wbyn ) 由 LSTM结构中的三个基本门单元与上

一时刻的细胞状态与输出共同决定 . 在期望特征序

列 ySinc
m 的监督下，依据式（9）所示的代价函数，可以

通过随机梯度下降算法更新模型中的参数 W 与 b，

获得输入样本 yn 到特征序列 ySinc
m 的映射加权系数

β f
mn ={β 0

mn β
l ¹ 0
mn }.

LSTM模型中遗忘门决定上一时刻LSTM单元的细

胞状态中的波形信息的保留和丢弃，读取上一时刻

图3 基于深度神经网络的FRI采样系统基本结构

220



第 1 期 刘 狄:基于LSTM特征提取的有限新息率畸变信号重构

LSTM单元的输出 ht - 1 和这一时刻 LSTM单元的输入

ynt，然后通过激活函数 sigmoid(x)过滤信息 . 依据式

（11），遗忘门的输出可以表示为

ft = σ (Wf × [ ht - 1 ynt ] + bf)

= σ

æ

è

ç

ç

ç

ç

ç
çç
ç
ç

ç

ç

ç
Wf ×

é

ë

ê

ê

ê

ê
êêê
ê

ê

ê
ù

û

ú

ú

ú

ú
úúú
ú

ú

ú
æ

è
ç
çç
ç

ö

ø
÷
÷÷
÷ht - 1 ∑

pÎZ
∑
k = 0
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其中，σ表示 sigmoid函数 .

遗忘门输出为 0到 1之间的数，并通过与上一时刻
的细胞状态Ct- 1相乘，控制对上一个时刻细胞状态Ct- 1

的遗忘程度 . 当遗忘门输出等于1时表示完全保留上一
个时刻的细胞状态信息，输出等于 0时表示完全遗忘上
一时刻的细胞状态信息 . 在采样得到的样本中存在畸
变波形的信息，可以充分利用FRI信号表达式（11）中无
畸变脉冲和畸变脉冲之间的相互性，通过遗忘门的选

择消除波形中的畸变项∑
i = 0

I - 1

ai

æ

è
çççç∑

k = 0

K - 1

ckδ ( )t - tk - ti - pTτ

ö

ø
÷÷÷÷ *

φ′( )t/Ts - n - nl ，使得畸变模波形信息不会影响当前时

刻的细胞状态 .
模型中的输入门决定上一时刻LSTM单元的细胞状

态中添加新的信息，其读取上一时刻LSTM单元的输出
ht - 1 和这一时刻 LSTM单元的输入 ynt，通过激活函数

sigmoid函数进行激活并通过激活函数 tanh(x)= (ex -
e-x )/(ex + e-x )得到候选向量，输入层表达式可以表示为

it = σ (Wi × [ ht - 1 ynt ] + bi )
= σ
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C͂t = tanh (WC × [ ht - 1 ynt ] + bC )
= tanh
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输入门提取样本中时延信息与幅度信息的特征序

列 ySinc
m ，记录时延信息与幅度信息的特征产生候选向量

C͂t，通过候选向量与输入门输出共同作用更新细胞状态

中的时延信息与幅度信息 . LSTM单元通过候选向量以

及输入门的输出共同作用决定向细胞状态中添加部分

这一时刻输入的样本中的 ySinc
m ，并通过遗忘门遗忘上一

时刻的部分畸变波形的信息来更新细胞状态，具体表

示为

Ct = ft*Ct - 1 + it*C͂t - 1 （15）
输出门决定这一时刻LSTM单元的最终输出，其由

更新后的细胞状态、上一时刻LSTM单元的输出以及这

一时刻的输入决定，其表达式为

ot = σ (Wo × [ ht - 1 ynt ] + bo ) = σ
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图4 基于LSTM的波形预测模型
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ht = ot* tanh(Ct ) （17）
图4中的H*包含了细胞状态C*和输出h*. 根据模型

结构，可以估计最终的结果为

ŷSinc
m =w1ht + b1 （18）

5 实验结果与分析

5. 1 实验设置及数据集

本文的实验主要在MATLAB仿真环境下进行，实验

搭建了多层LSTM网络用于FRI信号重构 . 实验在MAT⁃
LAB仿真平台中构建了所需数据集，具体参数如表 1所
示 . 依据表1所示参数，本文随机生成了10000组长度为

21的FRI信号，利用FRI信号对应的Sub-Nyquist样本和

特性序列组成了数据集 . 数据集被分为训练集和测试

集，每种样本组数分别为7000组和3000组 .

5. 2 无噪声条件下网络有效性验证

为验证本文方法的有效性，在无噪声干扰条件下

进行了仿真 . 仿真分别在存在无干扰和存在多径干扰

的条件下进行 . 仿真结果如图5（a）所示，其中蓝色实线

表示原始信号的Nyquist样本，红色实线代表重构出的

参数，图中结果显示本文方法在无干扰情况下可以准

确估计原始信号参数 . 图 5（b）显示了 FRI信号在多径

效应下的重构结果，其中蓝色实线表示原始信号的Ny⁃
quist样本，红色实线代表原始信号的参数，黄色虚线表

示本文方法估计的参数 . 在图 5（b）中由于多径效应，接

受波形与原始波形存在偏差，实验结果显示，在畸变情

况下，本文的方法依然可以获得良好的重构 .
5. 3 不同网络层数下的重构性能

为验证本文方法不同 LSTM层层数对估计原始信

号参数的影响，本节针对不同的LSTM层数在不同路径

数下的重构性能进行仿真 . 在本节，本文利用重构信号

的均方误差（Mean Square Error，MSE）来评价系统的重

构质量，即

MSE = 10 × log10
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其中，x为原始信号的 Nyquist样本；xrec 为重构信号的

Nyquist样本 .
图 6显示了 3000个测试数据在不同 LSTM网络层

数以及不同路径数情况下的重构性能 . 在无多径效应

影响的状况下，LSTM层数对重构性能影响较小，2层与

3层重构性能较为接近，与 1层相比重构性能提升较

小 . 一旦信号由于多径效应发生畸变以后，2层 LSTM
的重构性能相对于 1层 LSTM的重构性能具有较明显

的提升，但 3层LSTM网络相对于 2层LSTM网络的重构

性能提升但不显著 . 随着路径数的增加，不同层数

LSTM网络重构性能均下降 . 但是在路径数为 2~4时，2
层、3层LSTM网络相对于 1层LSTM网络的重构性能均

有提升，而 3层LSTM与 2层LSTM的重构性能相近 . 显
然，无论有、无多径的影响，多层LSTM网络重构性能高

于单层LSTM网络，但是网络层数的增加不能进一步有

效地提升信号的重构性能 .
5. 4 噪声情况下的重构性能对比

本文选用了Cadzow降噪+AF重构方法［5］与本文中

的 3层 LSTM网络+AF重构方法进行了对比 . Cadzow降

噪+AF重构方法是 FRI重构的经典方法之一 . 本文选

用无畸变信号的Cadzow降噪+AF重构性能作为两种算

表1 数据集基本参数

参数类型

脉冲结构

脉冲宽度

幅度

脉冲

周期

脉冲畸变模式

新息率

样本采样率

样本长度

第二条路径反射系数

第二条路经延迟时间

第三条路径反射系数

第三条路径延迟时间

第四条路径反射系数

第四条路径延迟时间

数值

高斯脉冲

0. 01
0~1范围内随机

在0~1范围内以0. 01间隔为基础随机分析

1 s
路径数

10
1/21
21
0. 3
0. 05
0. 2
0. 1
0. 1
0. 15

图5 无噪声情况下重构结构
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法的参照，对比分析波形畸变对于重构算法的影响 . 在
实验中，为了和现有 FRI重构方法进行有效对比，本文

采用关于时延和幅度参数的MSE作为评价 FRI重构算

法的性能度量指标，即

EL = 10 × log10
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EA = 10 × log10
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其中，{tk ck }为原始信号的时延参数和幅值参数；{t̂k ĉk }

为重构信号的实验参数和幅值参数 .
图 7（a）~图 7（f）显示了输入信噪比（Signal to Noise

Ratio，SNR）为-10~30 dB时，不同路径数情况下本文算

法与经典算法的重构性能对比 . 本文的方法在仿真过程

采用的最小脉冲间隔为0. 01，脉冲宽度为0. 01. 在路径

数为2~4时，由图7可以看出，本文方法的重构性能在不

同路径数下均较为稳定 . 通过对比无畸变波形的Cad⁃
zow+AF重构性能可以发现，在噪声和多径效应的影响

下，重构波形的时延参数和幅度参数都产生了巨大的变

化 . 由于Cadzow+AF极易受到噪声的影响，因此随着信

噪比的增加，无畸变情况下的Cadzow+AF重构性能迅速

获得了提升 . 相对而言，本文算法受噪声干扰的影响相

对较小，随着信噪比的提升，整体性能改变较小 . 在时延

参数估计方面，本文算法的重构性能略高于Cadzow+AF
经典算法的重构性能 . 在幅度参数估计方面，本文算法

则与无畸变波形的 Cadzow+AF算法的基本性能近似 .
以上实验说明，受多径效应的影响，接收到的脉冲波形

由多个路径的信号叠加而成，使得接收信号的幅值、相

位以及波形结构相对于原始信号发生急剧变化 . 在任意

信噪比下，本文方法对幅值参数的重构性能均优于Cad⁃
zow+AF算法，对时延参数的估计的误差较大，但是本文

方法对时延参数的重构性能也优于Cadzow+AF算法 .
6 总结

本文针对 FRI采样系统因信号波形发生畸变而导

致重构性能下降的问题，提出了一种基于LSTM网络特

征提取的重构方法 . 与现有的FRI重构方法相比，该方

法可以有效地提取畸变信号的特性序列，从而降低了

信号波形畸变而导致的 FRI重构性能下降的概率 . 在
畸变FRI信号数据集上的实验结果表明，相对于现有的

图6 无噪声条件下不同LSTM层层数在不同路径数情况下的重构信噪比
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FRI重构方法，本文方法基本不受多径效应的影响，在存

在4条路经时，依然可以获得有效的重构 . 本文方法有效

提高了FRI系统的稳定性 . 由于在LSTM网络层数大于2
层以后，系统的重构性能就提升较慢，因此，3层LSTM网

络是应用FRI重构的最佳网络层数 . 本文方法实现结构

简单，在线过程所需的计算资源和时间都相对较短，有望

进一步推动FRI系统的在实际应用中的推广 .
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